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Resumen

Se presenta una plataforma propia para el
entrenamiento de vehiculos auténomos mediante
Aprendizaje por Refuerzo utilizando Stable
Baselines3 y Gymnasium. Se evalllan distintas
funciones de recompensa para optimizar el
rendimiento en circuito, analizando los resultados
mediante métricas interpretadas con TensorBoard y
herramientas complementarias como Numpy Yy
OpenCV.

Introduccion

La conduccion autébnoma constituye un campo de
investigacion relevante en la actualidad, debido a su
potencial para transformar los sistemas de transporte
modernos. El desarrollo de vehiculos capaces de
desplazarse de forma auténoma requiere integrar
percepcion del entorno, toma de decisiones y
control en tiempo real, lo que convierte este
problema en un desafio multidisciplinar.

En los ultimos afos, el Aprendizaje por Refuerzo
(Reinforcement Learning, RL) ha demostrado ser
una técnica especialmente adecuada para este tipo
de tareas, permitiendo que un agente aprenda
comportamientos complejos mediante interaccion
directa con el entorno [3]. A diferencia de los
enfoques  tradicionales basados en reglas
predefinidas, el RL permite que el sistema descubra
estrategias de conduccion eficientes a través de la
experiencia acumulada durante el entrenamiento.

En este trabajo se presenta el desarrollo de una
plataforma de simulacién para el entrenamiento y
validacion de agentes de conducciéon auténoma
utilizando herramientas de coédigo abierto. El
objetivo principal consiste en entrenar un agente
capaz de recorrer un circuito de manera auténoma
utilizando unicamente informacién visual obtenida
desde una camara frontal.

Para ello, se disefia un entorno personalizado
compatible con la API de Gymnasium y se evaluan
distintas funciones de recompensa orientadas a
mejorar el comportamiento del vehiculo. Ademas,
se analiza el comportamiento del agente mediante
métricas obtenidas durante el entrenamiento,
permitiendo evaluar la estabilidad del aprendizaje,
la evolucion de las recompensas y la capacidad de
generalizacion.

Metodologia

La metodologia empleada se basa en un enfoque
experimental e iterativo, en el que el agente aprende
progresivamente a conducir mediante interaccion
continua con un entorno simulado. El sistema
completo se desarrolla utilizando Python como
lenguaje principal.

El entorno se implementa en Gazebo mediante un
vehiculo Ackermann equipado con una camara
RGB frontal. El sistema integra ROS [4] como
middleware de comunicacion (también disponible
en ROS2), encargado de gestionar la recepcion de
imagenes y el envio de comandos de control,
mientras que Gymnasium [2] proporciona la interfaz
de interaccion con los algoritmos de Aprendizaje
por Refuerzo implementados mediante Stable
Baselines3 [1]. La Figura 1 muestra la arquitectura
general del sistema y el flujo de procesamiento
utilizado durante el entrenamiento del agente.
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Figura 1. Arquitectura del sistema de conduccién

auténoma.
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Para la implementacion del agente de Aprendizaje
por Refuerzo se utilizo el algoritmo Proximal Policy
Optimization (PPO), debido a su estabilidad durante
el entrenamiento y sus buenos resultados en
espacios de accion continuos, propios de tareas de
conduccidn autonoma.

La politica del agente se model6 mediante una red
neuronal convolucional (CNN). La entrada de la red
corresponde a imagenes capturadas por la camara
del vehiculo, mientras que la salida genera dos
acciones continuas: velocidad lineal y angulo de
direccion.

Durante el entrenamiento se evaluaron diferentes
funciones de recompensa, estas consideran
parametros como la distancia respecto al centro del
carril, avance sobre el circuito, suavidad de
conduccidn y penalizaciones por colision o salida de
pista. El objetivo fue identificar qué combinacion de
recompensas producia un comportamiento mas
estable y eficiente. Ademas, se monitorizaron
métricas como la recompensa acumulada y Ia
duracion de los episodios mediante TensorBoard
para analizar la evolucion del aprendizaje.

Resultados

Los resultados obtenidos muestran que el agente es
capaz de aprender comportamientos de conduccion
coherentes tras varias iteraciones de entrenamiento.

El analisis realizado mediante TensorBoard permite
visualizar la evolucién de diferentes métricas del
entrenamiento, como la recompensa media por
episodio, la longitud de los episodios y la pérdida de
la politica. Estas métricas evidencian una
convergencia progresiva del modelo hacia politicas
de conduccion mas eficientes.

Asimismo, se realizaron pruebas de validacion en
circuitos distintos a los utilizados durante el
entrenamiento. Como se observa en la Figura 2, los
resultados  mostraron cierta capacidad de
generalizacion por parte del agente, especialmente
en circuitos con geometrias similares. No obstante,
se identificaron limitaciones en escenarios mas
complejos o con curvas pronunciadas, donde el
comportamiento del vehiculo tendia a degradarse,
aunque el agente seguia siendo capaz de completar
el recorrido de forma satisfactoria.
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Figura 2. Trayectorias seguidas por el agente en distintos
circuitos de validacién.

El estudio comparativo entre distintas funciones de
recompensa permitid comprobar que aquellas que
combinaban informacion de centrado en pista y
suavidad de conduccién producian trayectorias mas
estables y naturales.

Conclusiones

En este trabajo se ha desarrollado una plataforma
completa para el entrenamiento y evaluacion de
agentes de conduccion autébnoma en entornos
simulados utilizando herramientas de codigo
abierto. La integracion entre ROS/ROS2, Gazebo,
Gymnasium y Stable Baselines3 permitio construir
un sistema modular y flexible, capaz de servir como
base para futuras investigaciones en conduccion
autonoma y Aprendizaje por Refuerzo.

Como linea futura de trabajo, se plantea explorar
arquitecturas mas avanzadas basadas en world
models para mejorar la capacidad de generalizacion
y planificacion del agente, asi como la eficiencia.
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