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Resumen

En este trabajo se propone una red neuronal informada por
fisica (PINN) para estimar las pérdidas magnéticas en
nucleos de ferrita bajo excitaciones arbitrarias. La red
aprende siete parametros del modelo de permeabilidad
mediante una funcion Cole—Cole, garantizando
interpretabilidad fisica. Validado sobre 7 ferritas del
dataset MagNet, alcanza un error medio inferior al 5 %.

Introduccion

Las pérdidas magnéticas en nucleos de ferrita constituyen
uno de los principales factores limitantes de la eficiencia y
la densidad de potencia de los convertidores conmutados
modernos. La ecuacion de Steinmetz [1] y sus extensiones
—como la improved Generalized Steinmetz Equation
(iGSE) [2]— proporcionan formulaciones compactas y
ampliamente utilizadas, pero presentan una degradacion
sistematica de la precision cuando la excitacion se aleja de
formas de onda sinusoidales. Las formas de onda
trapezoidales y triangulares con altos slew-rates, tipicas de
los convertidores electronicos, generan pérdidas que el
modelo clasico subestima significativamente.

Las propuestas basadas en aprendizaje automatico (ML)
han demostrado mejoras sustanciales en la prediccion de
pérdidas sobre conjuntos de datos como MagNet [3, 4]. Sin
embargo, los modelos puramente data-driven —redes
neuronales densas, LSTM, CNN— requieren grandes
volimenes de muestras por material y carecen de
interpretabilidad [5]. E1 MagNet Challenge 2023 [6] ha
mostrado que los modelos que incorporan conocimiento
fisico previo alcanzan mejores resultados con menor coste
de datos.

Las redes neuronales informadas por fisica (PINN),
introducidas por Raissi et al. [7], integran leyes fisicas
dentro de la estructura de la red neuronal. Si bien, su
aplicacion a la prediccion de pérdidas magnéticas en
ferritas es todavia incipiente [8]. En este trabajo se
propone un modelo PINN cuya capa de salida codifica los
parametros del modelo de permeabilidad [9] del material.

Modelo PINN propuesto

El modelo se estructura en dos bloques acoplados: un
bloque neuronal y un bloque fisico (figura 1).

Bloque neuronal. Una red MLP (Multi-Layer
Perceptron) de dos capas ocultas de 64 neuronas recibe
como entrada parametros de la excitacion: la temperatura
T, la frecuencia nominal f, la variacion de la densidad del
campo AB, el factor de cresta fc, el ciclo de servicio Dy
el slew-rate normalizado SR. La capa de salida codifica

parametros fisicamente interpretables del modelo Cole—
Cole.

Bloque fisico. Los siete parametros generados por la red
se introducen en las ecuaciones del modelo Cole—Cole. A
partir de estos y de las sefiales instantaneas de la
excitacion, se calcula la densidad volumétrica de potencia
disipada P,.

La inicializacion de los parametros se realiza en dos fases:
(i) estimacion analitica a partir del datasheet del fabricante
y (ii) refinamiento de los mismos tras un primer
entrenamiento, lo que acelera la convergencia y mejora la
estabilidad.

Resultados

El modelo se ha entrenado y evaluado sobre ferritas
comerciales del dataset publico MagNet [3]: 3C90, 3C95,
N49, N87, 77, 3E6 y 3F4, cubriendo con tres formas de
onda (sinusoidal, trapezoidal y triangular): f de 50 kHz a
1 MHz, AB de 10 a 300 mT y T de 25 a 90 °C. Cada
material se entrena durante 20000 épocas con optimizador
Adam (LR =510, scheduler OneCycleLR, early-
stopping) y particion 60/40 de validacion.

La tabla 1 resume el error relativo. El modelo alcanza un
error medio inferior al 5 % en todas las ferritas, con
percentil 95 inferior al 13 % en el peor caso. Estos
resultados son comparables a los modelos ML del MagNet
Challenge [6], con la ventaja de conservar Ila
interpretabilidad fisica del material.

Tabla 1. Error relativo del modelo vs. pérdidas reales.

Material | Media [%] | Mediana P95 [%]
[%]
3C90 32 2,4 8,7
3C95 2,8 2,1 7,5
N87 34 2,6 9,1
N49 4,1 3,1 11,3
77 3,7 2,8 9,8
3F4 4,5 33 12,9
3E6 39 2,9 10,2
Discusion

La principal aportacion de este trabajo es obtener
precisiones equivalentes a las de modelos ML puros,
manteniendo la interpretabilidad fisica de los materiales.
Cada parametro de la capa de salida tiene un significado
claro en el modelo Cole—Cole (permeabilidad de alta
frecuencia, dispersion dieléctrica, frecuencia de relajacion,
exponentes de modulacion). Esto facilita la transferencia
entre materiales de una misma familia, ya que los valores
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finales de los parametros obtenidos para un material sirven
como semillas de inicializacion para otros.

Frente a los enfoques ML puros [5,6], el modelo propuesto
requiere aproximadamente un orden de magnitud menos
de muestras de entrenamiento para alcanzar errores
comparables. Lo cual, es consecuencia directa de la
restriccion fisica impuesta por la estructura Cole—Cole.
Ademas, la descomposicion en dos términos de las
pérdidas permite identificar qué mecanismo domina en
cada material.

Conclusiones

Se ha desarrollado y validado una PINN para la estimacion
de las pérdidas magnéticas en nucleos de ferrita bajo
excitaciones arbitrarias. La red aprende siete parametros
del modelo de permeabilidad y calcula la potencia disipada
mediante la parametrizacion fisica. El modelo alcanza un
error medio inferior al 5 % sobre los materiales del dataset
de MagNet, combinando la precision del aprendizaje
automatico con la interpretabilidad del modelado fisico.
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Figura 1. Diagrama de red neuronal utilizada.
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Figura 2. Evolucion de las curvas de aprendizaje para varias
temperaturas.
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Figura 3. Dispersion de valores y error % para el material 3C90.
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Figura 4. Histogramas de error obtenidos para el material 3C90.
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