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INTRODUCCIÓN

• Biomarcadores en las capas: La disposición espacial de estas capas 
relevan indicadores de patologías oculares o enfermedades 
neurodegenerativas.

• Tomografías por coherencia óptica (OCT) como herramienta clínica: 
Modalidad no invasiva esencial para estudiar cuantitativamente las capas de 
la retina.

• Desafíos en Deep-learning: El ruido speckle, artefactos de sombra y la 
variabilidad entre sujetos y dispositivos (domain shift).

• El rendimiento in-domain puede ser engañoso: Métricas como el DSC por muy buenas que sean no 
reflejan errores anatómicos importantes.

• La importancia coherencia anatómica: Las violaciones topológicas revelan fallos que métricas 
tradicionales no detectan y facilitan la evaluación en escenarios donde hay ausencia de ground truth.

• SDLayerNet demuestra una mayor robustez: La integración de priors anatómicos reduce 
drásticamente las violaciones topológicas tanto en JHU como en cambio de dominio HMS.

• El cambio de dominio degrada fuertemente los modelos convencionales: Arquitecturas como nnU-
Net y MGU-Net pierden consistencia estructural cuando se evalúan  fuera del dominio de 
entrenamiento.

• La normalización anatómica mejora la generalización: Mantener la alineación espacial entre 
entrenamiento e inferencia es clave para preservar la integridad de las capas segmentadas.
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• Rendimiento cuantitativo (JHU): No hay 
diferencias significativas entre modelos (todos 
presentan valores elevados).

• Consistencia anatómica: Bajo el mismo dominio, 
todos tienen una media de violaciones por debajo 
de 10. Ante cambio de dominio, las violaciones de 
NNU-Net y MGU-Net se disparan.

• Los nuevos mapas de grosor nos permiten ir mas 
allá en la interpretabilidad de los resultados.
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